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二聚体结构嵌入：实现共价有机框架性能精准预测的桥梁

程紫怡 † 储悉尼 † 闫欠欠 * 张 亮 *

(中国科学技术大学化学物理系  精准智能化学全国重点实验室   合肥  230026)

摘　要　共价有机框架(COFs)的光学与催化性能高度依赖于骨架组装过程中产生的电子结构协同效应，然而仅

凭单体的本征性质难以准确预测框架的宏观性能，这一问题已成为制约 COFs 理性设计的核心瓶颈 . 近年来，

人工智能(AI)被广泛引入COFs性能预测，但现有模型多以单体分子描述符为输入，难以捕捉组装过程中的轨

道重组与电荷转移等关键效应，导致预测精度和化学可解释性受限 . 针对这一问题，本综述系统阐述一种基于

二聚体电子结构嵌入的AI预测策略 . 该策略以醛单体与胺单体通过亚胺键连接形成的二聚体作为中间表征，利

用其所包含的局域成键、前线轨道耦合、激发态电荷分布等信息，有效桥接单体结构与框架性能之间的认知

断层 . 本综述首先剖析单体与框架预测偏差的物理本质，阐明二聚体作为中间表征的化学合理性；继而总结基

于二聚体描述符的AI模型构建方法；随后以发光COFs与光催化COFs为例展示该策略的应用；最后讨论当前

面临的挑战与发展方向 .
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Abstract  The optical and catalytic properties of covalent organic frameworks (COFs) are highly dependent on 

electronic-structure synergy arising during framework assembly. However, the intrinsic properties of isolated 

monomers alone are often insufficient for accurately predicting the macroscopic performance of the resulting 

frameworks, which has become a central bottleneck in the rational design of COFs. In recent years, artificial 

intelligent (AI) has been widely introduced into COF performance prediction. Nevertheless, most existing models 

use molecular descriptors of monomers as inputs and therefore struggle to capture key assembly-induced effects 

such as orbital reorganization and charge transfer, resulting in limited predictive accuracy and chemical 

interpretability. To address this issue, this article systematically describes an AI prediction strategy based on dimer 

electronic-structure embedding. In this strategy, the dimer formed by connecting aldehyde and amine monomers 

through an imine linkage is used as an intermediate representation. By incorporating information on local bonding, 

frontier-orbital coupling, excited-state charge distribution, and related electronic features, this representation 

effectively bridges the cognitive gap between monomer structures and framework-level properties. This article 

first analyzes the physical origin of the prediction discrepancy between monomers and frameworks and clarifies 

the chemical rationale for using dimers as intermediate representations. It then summarizes AI model construction 

based on dimer descriptors, illustrates the application of this strategy using luminescent COFs and photocatalytic 
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COFs as examples, and finally discusses current challenges and future perspectives.
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共价有机框架(COFs)凭借模块化的分子构筑方

式与周期性的晶态孔道结构，已在光电转换、多相

催化、生物成像等领域展现出广阔的应用前景[1~4]. 

研究者可通过选择不同的有机构筑单元，在原子尺

度调控材料的化学组成与拓扑结构，进而实现特定

功能的定向优化[5,6]. 然而，一个长期困扰该领域的

核心问题是：单体的本征性质与框架的宏观性能之

间往往缺乏直接的对应关系，导致材料设计仍高度

依赖试错实验 .

这一矛盾在发光COFs领域表现得尤为突出 . 

以亚胺键连接的COFs为例，由聚集诱导发光(AIE)

单体与聚集导致发光猝灭(ACQ)单体组装而成的框

架，其光致发光量子产率(PLQY)可从不足1%变化

至超过15%，远超基于单体本征发光性质的直观预

期[7]. 进一步研究表明，这种显著差异并非源于单

体本身，而是取决于框架组装后层内与层间的电荷

转移路径、前线轨道的能级匹配以及非辐射衰减通

道的开关状态[8,9]. 换言之，COFs的功能性质本质

上是组装过程中多种电子效应协同作用的结果，孤

立的单体信息不足以对其进行有效预测 .

近年来，人工智能(AI)技术的发展为高通量材

料筛选提供了新的途径[10~12].研究者尝试利用机器

学习建立COFs结构与性能之间的映射关系，以加

速材料发现 . 然而，现有多数预测模型仍以单体的

分子式、官能团类型或拓扑连接方式等描述符为输

入，未能有效纳入框架组装后产生的电子结构信

息[13,14]. 这类模型虽然计算效率较高，但其预测能

力受限于训练数据的覆盖范围，对训练集外的新结

构往往难以给出可靠结果，且无法为材料设计提供

机理层面的指导 .

针对上述问题，一种基于二聚体电子结构嵌入

的预测策略近年来逐渐受到关注[15,16]. 该策略以2个

相邻单体通过共价键连接形成的二聚体作为中间表

征层，通过密度泛函理论(DFT)计算获取其前线轨

道能级、激发态电荷分布、电子-空穴重叠积分(Sr)

等描述符，并将其作为AI模型的输入特征 . 二聚体

虽非完整的晶体框架，但已包含决定框架光物理与

催化行为的核心电子结构信息，能够在保持计算可

行性的同时，显著提升预测精度与化学可解释性

(图 1). 目前该策略的系统验证主要基于传统COFs

的模型化合物表征，其化学原理已在发光和催化等

工作中得到初步支持 . 例如，Deng团队[15] 2025年

的研究系统验证了这一策略，通过构建基于二聚体

电子结构的Siamese神经网络模型，并结合迭代实

验—学习循环，仅用11个COFs样品即在520个候

选结构中筛选出 PLQY 高达 41.3% 的高性能荧光

COF.

本综述将围绕这一策略展开系统讨论 . 首先剖

析单体与框架预测偏差的物理本质，阐明二聚体作

为中间表征的化学合理性；继而总结基于二聚体描

述符的AI模型构建方法与技术要点；随后以发光

COFs与光催化COFs为核心案例，展示该策略在性

能预测与机理解释中的应用；最后讨论当前面临的

挑战并展望未来发展方向 .

1　二聚体作为中间表征的化学合理性

COFs性能预测面临的核心困境，可归结为表

征层级与目标性质之间的不匹配 . 单体层面的描述

符无法反映共价连接后产生的电子结构变化，而对

周期性框架进行高通量电子结构计算的成本又超出

当前算力的承受范围 . 二聚体作为连接单体与框架

的最小结构单元，其化学合理性可从以下3个方面

加以理解 .

1.1　层内电荷转移特征的精准描述

层内电荷转移的空间分布是决定COFs光学与

催化性能的首要因素 . 对于亚胺键连接的COFs，理

论计算表明，层内电子相互作用主要发生在通过共

价键直接相连的2个结构单元之间，而更长程的电

子耦合贡献相对较小[17]. 因此，由醛单体与胺单体

形成的二聚体足以捕捉层内电荷转移的主要特征 . 
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已有研究显示，二聚体的激发态电子-空穴分布与

完整COFs单层的计算结果高度吻合，这为将二聚

体用作层内电子结构的代表性描述提供了依据[15].

1.2　层间相互作用电子效应的有效反映

层间 π-π堆积诱导的电荷转移是影响COFs光

学性能的另一关键因素，不同的堆叠模式会导致显

著不同的层间电子耦合强度 . 通过构建二聚体-二聚

体堆叠模型，可以有效模拟不同堆叠方式下的层间

电子效应[18]. 研究表明，通过调整 2个二聚体之间

的相对位移和旋转角度，能够较好地复现不同堆叠

模式下层间电荷转移量与能带结构的变化趋

势[19,20]. 这表明二聚体模型不仅能描述层内相互作

用，还能通过堆叠构型的系统变化反映层间电子效

应的主要规律 .

1.3　非辐射衰减路径强度的可靠预测

非辐射衰减速率是决定COFs的PLQY的关键

参数，其大小与分子的重组能直接相关 . 近期研究

表明，COFs骨架的共价连接和堆积作用会显著改

变分子的振动模式，进而调控重组能的大小[21,22]. 

二聚体模型能够计算出不同连接方式下的振动频率

分布和重组能数值，为预测非辐射衰减路径的强度

提供了可行途径 .

综合上述3方面，二聚体作为中间表征的化学

合理性可以概括为，其以最小的结构复杂度，同时

涵盖了层内电荷转移、层间电子耦合和非辐射衰减

调控等决定COFs功能性质的核心电子学信息，从

而在计算成本与描述精度之间取得了较好的平衡 .

2　基于二聚体电子结构的AI模型构建

现有COFs性能预测模型的主要局限，不在于

算法本身的复杂度，而在于输入特征是否承载了足

够的化学信息 . 仅以单体的分子量、官能团数目或

拓扑连接类型为输入的模型，难以学习到组装后才

显现的电子结构效应，因而预测能力和可解释性受

限 . 基于二聚体电子结构构建AI模型，旨在从输入

特征层面解决这一根本问题 .

2.1　描述符的选择与物理意义

基于对COFs光物理与催化过程的理解，可筛

选出若干具有明确物理意义的二聚体电子结构描述

符作为AI模型的输入 . 这些描述符主要包括 4类：

前线轨道能级(HOMO、LUMO及其能隙)，反映电

子占据态与空态的能量位置，与光吸收范围和光诱

导电子转移的热力学驱动力直接相关；电荷转移特

征(电子-空穴重叠积分、转移电荷量、转移距离)，

描述激发态电子的空间分布，决定辐射跃迁概率和

电荷分离效率；激发态性质(垂直激发能、振子强

Monomers (Ald + Ami) COFs 
(macroscopic properties)

Dimer (intermediate representation layer)

Intrinsic properties cannot 
be directly predicted

macroscopic properties

Extract essential electronic-structure information
( DFT calculations )

Optoelectronic and catalytic 
functions 

( Experimental validation )

CHO NH2

N

An imine -linked dimer

Linking monomers and frameworks

Frontier molecular orbital 
information

· HOMO/LUMO energy levels

· HOMO-LUMO gaps, orbital 

· Spatial distributions 

Excited -state charge 
distribution

· Electron-hole distributions

· Charge-transfer direction

· Charge separation

AI model Chemical knowledge Performance prediction Experiments

AmiAld

Fig. 1  Schematic illustration of the dimer as an intermediate representation layer bridging monomers and the extended framework. 

Left: aldehyde and amine monomers; Middle: the dimer formed through imine linkage, encoding key electronic-structure information 

including frontier molecular orbitals and excited-state charge distribution; Right: the periodic COF structure.
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度、跃迁偶极矩)，影响摩尔消光系数和PLQY；振

动性质(重组能及关键振动模式的频率)，决定激发

态能量以热形式耗散的比例 . 上述描述符均可通过

DFT 和含时密度泛函理论 (TD-DFT)计算快速获

得[23,24]，将其作为输入特征相当于预先向模型注入

了经过量子化学验证的化学知识 . 上述 4类描述符

的具体参数、物理意义及其与COFs性能的关联总

结于表1.

在实际计算中，二聚体描述符应采用统一的量

子化学流程，以保证候选结构间的可比性 . 通常可先

对亚胺连接二聚体进行基态几何优化并通过频率计

算确认无虚频，高通量筛选中可选用B3LYP-D3(BJ)、

PBE0-D3(BJ)或ωB97X-D等含色散校正泛函，配合

6-31G(d,p)或def2-SVP基组优化结构，再采用def2-

TZVP等较大基组计算单点能、前线轨道能级和TD-

DFT激发态性质[25,26]. 对于明显电荷转移态，CAM-

B3LYP或ωB97X-D等长程校正泛函更为合适[27,28]. 

如需对应溶液实验，可引入PCM或SMD模型，而

固态COFs趋势预测中可采用真空或统一介电常数

近似[29,30].

不同泛函、基组和溶剂模型会影响描述符的绝

对数值，尤其是长程电荷转移态，因此，在模型构

建中应尽量采用统一的计算水平，并将描述符标准

化，使模型主要学习候选结构之间的相对差异，对

于关键候选结构，可选取少量代表性样本进行更高

水平复算，以评估预测趋势的稳健性 . 二聚体构象

也会影响共轭程度、电子-空穴重叠和重组能，可

以通过E/Z异构、关键二面角及分子内氢键等进行

构象搜索，优先选取最低自由能构象[31]. 若存在多

个近能构象，可采用Boltzmann加权平均或将描述

符范围作为不确定性输入[32].

相较于单体描述符和周期性框架描述符，二聚

体描述符的优势可概括为在保持较高筛选效率的同

时，引入更接近框架组装状态的电子结构信息 . 单

体描述符计算成本低，适合快速覆盖大规模候选结

构，但主要反映孤立构筑单元的局域性质，难以描

述共价连接后产生的轨道重组和电荷转移效应[13]. 

周期性框架描述符最接近真实晶体结构，能够描述

能带、堆叠和长程相互作用，但通常需要完整晶

体建模、构型优化以及周期性电子结构计算，因

而不易直接用于早期大规模筛选[18]. 相比之下，二

聚体描述符只在单体模型基础上增加有限的计算

负担，却能够显式引入成键后的HOMO/LUMO能

级匹配、电子-空穴重叠积分Sr、电荷转移距离和

重组能等关键量，从而弥补单体描述符缺失连接

单元间电子耦合信息的不足[15]. 实际应用中，可在

相同训练或测试划分下，用MAE、RMSE或R2衡

量预测精度，用候选结构平均计算时间衡量筛选

效率，并通过留一骨架、留一连接类型或时间切

分验证评估模型的外推稳定性[33]. 若二聚体描述符

相较单体描述符能够降低预测误差、提高训练集

外稳定性，同时计算成本显著低于完整周期性框

架计算，即可说明其在准确性、效率和可扩展性

之间提供了更合理的折中 .

2.2　小样本条件下的模型架构选择

COFs的合成周期长、表征成本高，可用于模

型训练的实验数据通常十分有限 . 在这种小样本条

件下，Siamese神经网络是一种较为适合的模型架

构[34,35]. 与传统回归模型直接学习从结构到性能的

映射函数不同，该网络通过对比学习的方式建立

2个结构之间的相似性关系，进而通过对比已知高

性能样本与待测候选样本在二聚体电子结构特征空

间中的距离，对候选结构进行排序和推荐(图2a和

2b). 这种基于相似性学习的方法能够从少量样本中

提取决定性能的关键特征，在数据稀缺时表现出优

于传统回归模型的泛化能力 .

Siamese神经网络的泛化能力不仅取决于网络

结构本身，还与训练阶段负样本对(dissimilar pairs)

Table 1　AI model descriptors based on dimer electronic structures and their physical meaning.

Descriptor class

Frontier orbital

Charge-transfer

Excited-state

Vibrations

Specific parameters

HOMO, LUMO, energy gap

Sr, transferred charge, transfer distance

Excitation energy, oscillator strength, 
transition dipole moment

Reorganization energy, vibrational 
frequency

Physical significance

Occupied and unoccupied 
electronic states

Excited-state electron-hole 
distribution

Excited-state energy and 
transition probability

Non-radiative decay strength

Relevance to performance

Optical absorption, electron-transfer 
thermodynamics

Radiative transition probability, 
charge-separation efficiency

Extinction coefficient, radiative rate; 
PLQY

Non-radiative rate, thermal dissipation
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的构建质量密切相关 . 有效的做法是首先依据目标

性能的实验值或计算值，将样本划分为高、中、低

性能区间，并将性能差异超过预设阈值的结构组合

定义为负样本对，而性能接近或同属同一性能区

间的组合则作为相似样本对 . 进一步地，应避免仅

采用随机负样本，因为这类样本往往只反映显而

易见的结构类别差异，难以迫使模型学习真正具

有化学意义的特征 . 更有价值的是构建“困难负样

本”对，即在拓扑类型、连接方式或单体骨架较

为相近的情况下，二聚体电子结构描述符 (如

(b)

(e)

(a)

(c) (d)

Fig. 2  (a-c) Workflow of an AI prediction model based on dimer structures. (a) Descriptor extraction; (b) Training of a Siamese 

neural network; (c) An iterative closed loop integrating experimental validation and data feedback, together with a chemist-guided 

human-in-the-loop decision-making process (Reprinted with permission from Ref. [15]; Copyright (2025) Nature Publishing Group). 

(d, e) Representative applications of the dimer electronic-structure embedding strategy; (d) Comparison of PLQY for luminescent 

COFs constructed from different monomer combinations; (e) Performance screening of COFs for photocatalytic H2O2 production and 

SHAP-based feature-importance analysis (Reprinted with permission from Ref. [16]; Copyright (2026) Nature Publishing Group).

5



Acta Polymerica Sinica

HOMO/LUMO能级、电子空穴重叠积分Sr、激发

态电荷转移距离和重组能等)及实际性能存在显著

差异的样本组合[36,37]. 相反，对于二聚体电子结构

高度相似且性能差异较小的样本，应避免误标为

负样本，以降低标签噪声 . 通过随机负样本与困难

负样本的混合、不同性能区间的均衡采样，以及

在实验学习迭代过程中动态更新样本对，模型能

够被引导去关注与电荷转移、激发态局域化和非

辐射衰减相关的差异性特征，而不是仅依赖单体

类别或拓扑标签等表观信息，从而提高其对训练

集外候选COFs的泛化预测能力 .

2.3　实验—学习迭代闭环的建立

为进一步提升模型的可靠性，建立计算预测、

实验验证、数据反馈与模型更新相耦合的迭代闭环

是有益的(图 2c). 具体而言，首先基于初始小数据

集训练二聚体AI模型并对候选结构进行排序，然

后合成排名靠前的若干候选结构并测试其实际性

能，将新获得的实验数据加入训练集后重新训练模

型，如此循环直至模型预测精度达到预期 . 这一流

程结合了AI的高通量筛选能力与实验的验证功能，

既避免了盲目合成带来的资源浪费，又通过持续的

数据反馈逐步提升模型的准确性 . 值得注意的是，

在这一闭环中，研究者的专业判断仍不可或缺 . 通

过引入化学家引导的人机协同工作流[38,39]，可以在

模型推荐阶段排除不符合合成可行性或化学常识的

候选结构，从而进一步提升筛选效率 .

3　应用案例与策略的适用性

二聚体电子结构嵌入策略已在多个COFs功能

体系的研究中得到验证 . 以下以发光COFs和光催

化COFs为例，说明该策略的应用方式及其效果 .

3.1　高亮度ACQ型COFs的设计

传统发光COFs的构筑高度依赖AIE单体，而

储量丰富、结构多样的ACQ单体因聚集猝灭效应

严重，长期被认为不适合用于高亮度材料的构建 . 

利用二聚体电子结构分析，研究者发现了突破这一

限制的关键，通过调控醛单体与胺单体的前线轨道

能级匹配，使激发态电荷优先局域于发光中心而非

向ACQ单元和亚胺键转移，可以有效抑制猝灭路

径的开启 . 基于这一认识设计的COF-BT-PhDBC (PL-

COF-11)[21]，由ACQ单体与AIE单体组装而成，其

固态PLQY达到14.7% (图2d)，显著高于预期，并

表现出优异的三光子荧光性能，成功应用于小鼠脑

血管的活体成像，成像深度达800 μm.

3.2　光催化COFs的高通量筛选

在光催化H2O2合成COFs的研究中，二聚体电

子结构嵌入策略同样发挥了重要作用[16,40]. Cheng团

队[16]将超过10000个单体组合输入AI模型进行高通

量筛选，通过二聚体表征捕捉供体-受体(D-A)架构

下的电子-空穴分布不对称性和轨道能级匹配程度 . 

模型筛选出的高性能候选结构经实验验证，H2O2

产率最高达12978.7 μmol·h−1·g−1，处于已报道的领先

水平 . 进一步的夏普利加性解释(SHAP)分析显示，

二聚体的电子-空穴分离程度和HOMO能级位置是

决定光催化活性的主要因素(图2e). 上述2个应用案

例具有内在一致性，表明局域电子相互作用的特征

是预测多种COFs功能性质的共同基础 .

3.3　策略适用范围与边界

二聚体电子结构嵌入策略的适用性，源于其把

握了COFs功能性质形成的一个基本规律 . 绝大多

数光学和催化性质的核心过程发生在相邻2个结构

单元之间 . 因此，针对不同目标性质调整描述符集

合，该策略有望推广至电荷传输、传感响应等领

域 . 然而，这一策略也有其适用边界 . 对于热导率、

力学响应等高度依赖长程有序性、晶体取向和层间

堆积的性质，局域二聚体模型难以完整反映框架尺

度的结构贡献[41]. 此外，当前模型尚无法从单体结

构直接预测COFs的实际堆叠模式，而堆叠方式对

性能的影响往往是决定性的，这是限制预测精度进

一步提升的重要因素 .

4　总结与展望

单体本征性质与框架宏观性能之间的预测偏

差，是当前COFs研究领域面临的一个核心问题 . 

本综述讨论的二聚体电子结构嵌入策略，通过引入

一个介于单体与完整框架之间的中间表征层，为解

决这一问题提供了一条可行的途径 . 二聚体作为

COFs骨架的最小重复单元，包含了层内电荷转移、

层间电子耦合和非辐射衰减调控等决定框架功能性

质的核心信息，能够在保持计算可行性的同时显著

提升AI模型的预测精度和化学可解释性 . 该策略已

在发光 COFs 和光催化 COFs 的设计中得到验证，

展现出较好的应用前景 .

然而，要实现COFs性能的精准预测，仍需正

视若干方面的挑战 . 首先是高阶相互作用的纳入问

题 . 当前模型仅考虑相邻2个单体之间的相互作用，

而在某些共轭程度较高的COFs中，三聚体甚至更

大片段的长程电子耦合对性能的贡献可能不可忽
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略 . 如何在保持计算效率的前提下系统地评估并纳

入高阶相互作用的影响，是提升模型精度的一个重

要方向 . 其次是堆叠结构预测与电子结构计算的耦

合问题 . 二聚体模型能够反映给定堆叠方式下的电

子效应，但从单体结构出发预测COFs将采取何种

堆叠模式，目前仍缺乏可靠的方法 . 值得强调的

是，这2个挑战并非彼此独立，不同堆叠模式会改

变层间距离、滑移角度和轨道重叠方式，从而显著

影响层间以及层内延伸路径上的长程电子耦合 . 因

此，未来工作可将堆叠模式预测与高阶片段计算置

于同一闭环框架中 . 先由晶体结构预测、生成模型

或力场筛选产生多个低能堆叠候选，再在这些候选

构型中构建二聚体、三聚体乃至更大片段的电子结

构描述符，计算层间/层内电子耦合、激发态离域

程度等关键参数，并将这些电子结构信息反向用于

堆叠候选的排序、不确定性校正和性能预测[42,43]. 

这样的耦合框架有望实现从单体到堆叠结构、从局

域二聚体到长程耦合网络再到宏观性能的连续预

测，但仍需解决算法集成、尺度衔接和误差传递等

技术问题 .

在方法发展方面，除传统机器学习外，大语言

模型和生成式AI近年来在材料科学中的应用日益

广泛 . 这些方法在文献知识提取、合成条件推荐等

环节具有独特优势，与二聚体电子结构模型形成互

补 . 如何将基于物理描述符的预测模型与基于知识

驱动的语言模型有效整合，构建覆盖性能预测、结

构生成与合成执行的一体化工作流，是值得探索的

方向 . 此外，建立包含大量二聚体电子结构数据的

公开数据库，对于模型的训练、验证和跨团队比较

具有重要意义，也是推动该领域发展的基础性工

作 . 随着理论方法的完善和数据积累的增加，基于

二聚体电子结构嵌入的预测策略有望在更广泛的

COFs功能体系中发挥作用，推动该领域从经验试

错向理性设计的方向发展 .
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Acta Polymerica Sinica

提出以二聚体电子结构作为单体与共价有机框架(COF)框架性能之间的中间桥梁，嵌入人工智能(AI)模型

以捕捉轨道耦合、电荷转移和非辐射衰减信息，实现发光与光催化等光功能COFs的高效筛选、精准预测

和机理解释，为COF材料精准设计提供新路径 .

Monomers Dimer + AI COFs performance

Aldehyde
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CHO

NH2

Imine-linked Dimer 

N Wavelength (nm)
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H2O2

Accurate performance prediction
Rational design

Dimer electronic-structureembedding
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